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Abstrak — Proses menambahkan warna pada citra grayscale diperlukan agar perbaikan pada citra dapat dilakukan secara cepat
dan tanpa pengetahuan khusus. Pewarnaan citra menggunakan metode Deep Convolutional Generative Adversarial Network
(DCGAN) dan metode Generative Adversarial Network (GAN). Pelatihan model menggunakan dataset Places365, yang berisikan
98.721 data pelatihan dan 6.600 data pengujian. Citra dikonversi ke dalam ruang warna CIELAB, dengan memanfaatkan channel
L sebagai input grayscale dan channel AB sebagai input lainnya. Pengujian dilakukan dengan membandingkan nilai akurasi
menggunakan metode Mean Absolute Error (MAE) dan Structural Similarity Index Matrix (SSIM). Hasil perhitungan metode MAE
menunjukkan bahwa rata-rata nilai MAE metode DCGAN lebih kecil dibandingkan metode GAN, dengan skor 10,18 dan 10,81.
Hasil perhitungan metode SSIM menunjukkan bahwa metode DCGAN memiliki rata - rata yang lebih tinggi dengan skor 91,54%
dan 68,32% untuk metode GAN. Hasil kuesioner yang dilakukan terhadap 30 responden menunjukkan bahwa metode DCGAN
dipilih oleh lebih banyak responden dibandingkan metode GAN, masing-masing sebesar 88,40% dan 11,60%.

Kata kunci— DCGAN; GAN; Pewarnaan Citra; Places365 Dataset; SSIM.

Implementation of Deep Convolutional Generative
Adversarial Network for Grayscale Image
Colorization

Abstract — The process of adding color to a grayscale image is needed so that improvements to the image can be done quickly and
without special knowledge. Image coloring using Deep Convolutional Generative Adversarial Network (DCGAN) and Generative
Adversarial Network (GAN) methods. The model training uses the Places365 dataset, which contains 98,721 training data and 6,600
test data. The image is converted into the CIELAB color space, using the L channel as grayscale input and the AB channel as the other
input. The test is done by comparing the accuracy values using the Mean Absolute Error (MAE) and Structural Similarity Index Matrix
(SSIM) methods. The calculation results of the MAE method show that the average MAE value of the DCGAN method is smaller than
the GAN method, with a score of 10.18 and 10.81. The results of the calculation of the SSIM method show that the DCGAN method
has a higher average with a score of 91.54% and 68.32% for the GAN method. The results of the questionnaire conducted on 30
respondents showed that the DCGAN method was chosen by more respondents than the GAN method, respectively 88.40% and 11.60%.
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|I. PENDAHULUAN

Pewarnaan citra adalah proses menambahkan warna pada citra grayscale. Secara konvensional, proses pewarnaan citra
sangat membosankan, menyita waktu, serta membutuhkan keahlian dan pengetahuan di bidang artistik untuk memberikan
warna yang tepat pada sebuah citra grayscale [1]. Pada mata manusia umumnya citra grayscale akan tampak sedikit aneh,
karena terdapat beberapa informasi yang hilang pada citra tersebut [2]. Pewarnaan citra merupakan proses yang sederhana
untuk imajinasi manusia, kita hanya perlu mengingat bahwa langit berwarna biru dan rumput berwarna hijau, sedangkan
untuk objek lainnya pikiran bebas berimajinasi dengan beberapa warna yang masuk akal.

Beberapa penelitian yang mengangkat topik tentang pewarnaan citra, diantaranya adalah penelitian yang menggunakan
metode sederhana namun efektif yang menggabungkan petunjuk pewarnaan dari pengguna dalam quadratic cost function,
sehingga akan memaksa neighboring pixels dalam space-time dengan intensitas yang sama harus memiliki warna yang sama
dengan petunjuk yang diberikan dalam bentuk “coretan (scribbles)” pada input citra grayscale dan tanpa informasi tambahan
tentang citra yang diinputkan, metode ini mampu menghasilkan pewarnaan berkualitas tinggi secara efisien [3], perluasan
dari metode ini semakin meningkatkan kinerjanya dalam melakukan pewarnaan citra [4].

Penelitian lainnya dilakukan dengan memanfaatkan metode Convolutional Neural Network (CNN) yang telah dilatih
sebelumnya untuk klasifikasi gambar sebagai ekstraksi fitur dalam arsitektur Novel Residual-Style yang secara langsung
mengeluarkan full color channel untuk input gambar. Dilatih menggunakan dataset ImageNet dengan fungsi kerugian
Euclidean pada nilai chrominance, pendekatan ini mencapai hasil yang beragam, yaitu warna yang diprediksi hampir selalu
masuk akal, tetapi secara umum cenderung ke arah desaturasi dan bahkan warna kecoklatan (sephia) [5]. Penelitian serupa
juga dilakukan oleh Zhang et al., pada 2016 menggunakan metode CNN dan distribusi probabilitas dari tiap pixel, penelitian
ini berhasil mendapat nilai akurasi 17,2% pada SUN dataset [6].

Untuk mengatasi prediksi warna yang secara umum cenderung ke arah desaturasi dan bahkan kecoklatan maka penelitian
ini diusulkan menggunakan metode Generative Adversarial Network, seperti yang pertama kali diperkenalkan oleh
Goodfellow [7], dalam penelitian ini generator network akan mengambil citra grayscale sebagai input tambahan untuk
beberapa random noise dan menghasilkan prediksi warna pada citra. Sementara itu, discriminator network akan secara acak
diberikan citra hasil pewarnaan atau citra asli, discriminator network kemudian akan memprediksi apakah inputan yang
diberikan merupakan citra asli atau bukan.

Discriminator network akan terus mencoba memaksimalkan akurasi prediksinya, sedangkan generator network akan
melakukan hal sebaliknya, yaitu meminimalkan akurasi discriminator, yang mengarah pada fungsi kerugian alami untuk
backpropagation yang tidak bergantung pada ukuran jarak Euclidean saat bekerja untuk mencocokan distribusi yang
dihasilkan dari pewarnaan ke distribusi sebenarnya yang ada pada dataset.

Generative Adversarial Network atau GAN adalah sebuah arsitektur jaringan saraf tiruan yang bertujuan untuk membentuk
atau membangkitkan suatu data yang benar-benar baru, dari tidak ada menjadi ada, dikembangkan dan diperkenalkan oleh
lan J. Goodfellow pada 2014, umumnya target utama dari GAN adalah data citra. Secara singkat, jaringan GAN dilatih untuk
mampu membangkitkan suatu gambar baru berdasarkan kumpulan gambar yang telah dilihat sebelumnya selama proses
pelatihan. Penerapan metode GAN untuk melakukan pewarnaan citra mendapat hasil akurasi 65,5% dengan menggunakan
dataset CIFAR-10 [8].

Deep Convolutional Generative Adversarial Network atau DCGAN dianggap sebagai modifikasi dari GAN dengan
beberapa perubahan model yaitu penggunaan convolutional layers dan convolutional-transpose layers pada masing-masing
jaringan discriminator dan generator. Penerapan metode DCGAN untuk melakukan pewarnaan citra, berhasil memperoleh
akurasi 82,8% pada dataset LSUN Bedroom [9]. Pada 2017 Cao et al., menggunakan metode Wasserstein Generative
Adversarial Network (WGAN) yang merupakan salah satu variasi dari GAN, untuk melakukan pewarnaan citra dan menguji
modelnya menggunakan dataset LSUN Bedroom, berhasil memperoleh akurasi 62,6% [10].

Metode DCGAN yang merupakan salah satu variasi dari GAN memiliki akurasi yang lebih baik jika dibandingkan dengan
metode yang lain, sehingga pada penelitian ini, dipilih metode DCGAN karena akurasinya yang lebih baik, model pada
penelitian ini diuji menggunakan dataset Places365. Penelitian ini dilakukan bertujuan untuk mengetahui implementasi
metode DCGAN dan metode GAN pada pewarnaan citra, serta mengetahui tingkat akurasi dari kedua metode tersebut.

Il. METODE PENELITIAN

Berikut adalah beberapa tahapan yang dilakukan pada proses pewarnaan citra grayscale dengan menggunakan metode
DCGAN dan metode GAN sebagai pembanding. Tahapan pewarnaan citra grayscale dapat dilihat pada Gambar 1.
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Gambar 1. Kerangka kerja penelitian.

A. Identifikasi Masalah

p-1SSN : 2443-2210
e-ISSN : 2443-2229

Pada tahap ini dilakukan identifikasi masalah penelitian mengenai bagaimana melakukan pewarnaan citra grayscale

dengan menggunakan metode DCGAN dan metode GAN.
B. Studi Literatur

Pada tahapan ini dimulai dengan pencarian dan pembelajaran literatur berupa jurnal dan buku yang berkaitan dengan topik
penelitian, yaitu pewarnaan citra grayscale khususnya yang menggunakan metode DCGAN dan GAN.

C. Pengumpulan Data

Pada tahap ini pengumpulan dataset berasal dari Places365 dataset yang terdapat pada situs website resmi Places365 [11].
Dataset berjumlah sebanyak 98,721 gambar untuk data training dan 6.600 gambar untuk data testing dengan ukuran masing
— masing 256 x 256 pixel. Beberapa gambar yang diambil dari dataset dapat dilihat pada Gambar 2.

Gambar 2. Contoh dataset Places365.
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D. Perancangan Sistem

Mula — mula melakukan tahapan pra-processing, dimana ruang warna citra yang ada pada dataset dikonversi ke dalam
bentuk CIELAB atau LAB, ini dikarenakan ruang warna LAB memiliki channel khusus untuk menggambarkan tingkat
kecerahan atau skala abu-abu, yaitu channel L, sedangkan untuk informasi warna lainnya dikodekan dalam dua channel
tersisa, channel A dan B. Setelah itu akan dilanjutkan proses menambahkan warna pada citra dengan menggunakan metode
DCGAN dan GAN. Ada dua tahapan yang akan dilakukan pada proses ini, yaitu tahap pelatihan model dan tahap pengujian.

Metode GAN dan DCGAN memiliki subnetwork yang sama yaitu jaringan generator dan discriminator. Dalam tahap
pelatihan model, jaringan generator akan diberikan input berupa gambar skala abu-abu (gambar satu channel, yaitu channel
L) dan menghasilkan gambar dua channel, yaitu channel A dan B dari hasil prediksi warna yang dilakukan. Sedangkan
jaringan discriminator akan mengambil dua channel yang dihasilkan oleh jaringan generator dan menggabungkannya dengan
citra grayscale (gambar satu channel) dan memutuskan apakah gambar tiga channel yang dihasilkan merupakan citra asli
atau bukan. Proses ini akan terus berulang, dimana jaringan generator akan terus belajar untuk membentuk citra yang
menyerupai citra asli, sedangkan jaringan discriminator akan belajar untuk menentukan apakah citra yang dihasilkan oleh
jaringan generator merupakan citra asli atau bukan, setelah proses tersebut selesai maka ruang warna pada citra akan kembali
dikonversi ke dalam bentuk RGB. Proses pelatihan dapat dilihat pada Gambar 3.
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Gambar 3. Skema proses pelatihan model.

Pada tahap pengujian, citra yang digunakan berupa citra grayscale (channel L), lalu dilanjutkan pada tahap memberikan
warna pada dua channel lainnya (channel A dan B). Setelah proses pemberian warna selesai maka, akan didapatkan data
yang mendekati atau sama dengan model yang telah dilatih, dapat dilihat pada Gambar 4. Setelah tahap pelatihan dan
pengujian yang dilakukan pada masing - masing metode selesai, maka akan dilakukan perbandingan tingkat akurasi.
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Gambar 4. Skema proses pengujian model.

E. Implementasi

Setelah melakukan tahap perancangan sistem, maka dilakukan tahapan implementasi ke dalam bentuk program
menggunakan Bahasa Pemrograman Python dan Google Colab Pro sebagai software implementasi dan uiji.

F. Pengujian

Setelah melakukan tahap implementasi, maka dilakukan proses pengujian model pada masing — masing metode dengan
menggunakan data testing. Untuk mengukur kinerja dari hasil pengujian digunakan metode Mean Absolute Error (MAE) dan
Structural Similarity Index Metrix (SSIM). MAE dihitung dengan mengambil nilai rata — rata kesalahan absolute dari gambar
yang dihasilkan dan tingkat pixel untuk setiap channel warna [12], yang secara matematis dapat dilihat pada persamaan
berikut.

n
1
MAE = ~ 3 Ifi= ¥ ®
i=1

Dimana f; merupakan nilai prediksi, y; merupakan nilai sebenarnya, dan n adalah jumlah data. Sedangkan SSIM dihitung
dengan mengambil nilai luminance, contrast, dan structure dari masing — masing gambar (gambar asli dan gambar hasil
prediksi) untuk dibandingkan [13], secara matematis dapat dilihat pada persamaan berikut.

(2uepy + €1) (204, + C,)
(K2 + p2 + C)(02 + a2+ Cy)

SSIM (x,y) = (2)

Dimana, dengan u, merupakan rata — rata x, u,, merupakan rata — rata y, o,, merupakan varian dari x, g, merupakan

varian dari y, dan C;, C, merupakan variabel untuk menstabilkan pembagian, semakin tinggi nilai SSIM berarti semakin baik
kualitas citra yang dihasilkan.
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Pengujian juga dilakukan dengan melibatkan responden untuk mengetahui perbandingan hasil pewarnaan citra pada
masing — masing metode, responden diberikan perbandingan gambar hasil pewarnaan dari kedua metode, untuk kemudian
memilih manakah hasil pewarnaan yang lebih antara dua metode yang diuji.

G. Hasil dan Analisis

Tahap ini menjabarkan hasil pengujian metode DCGAN dan GAN pada proses pewarnaan citra, untuk berikutnya
dilakukan analisis terkait hasil pengujian pada masing - masing metode untuk pengembangan selanjutnya agar bisa dilakukan
oleh peneliti berikutnya ataupun sebagai perbandingan untuk penelitian berikutnya.

I11. HASIL DAN PEMBAHASAN

Tahapan ini merupakan hasil dari tingkat akurasi yang diperoleh dalam proses pengujian pada metode DCGAN dan GAN.
Hasil pengujian dilakukan dengan menggunakan metode perhitungan Mean Absolute Error (MAE) dan Structural Similarity
Index Metrix (SSIM).

A. Implementasi Ruang Warna CIELAB

Pada tahap implementasi konversi ruang warna RGB ke dalam bentuk ruang warna CIELAB, sebagai tahapan pre-
processing. Ruang warna CIELAB atau LAB digunakan karena memiliki channel khusus untuk menggambarkan tingkat
kecerahan atau skala abu-abu, yaitu channel L, sedangkan untuk informasi warna lainnya dikodekan dalam dua channel
tersisa, channel A dan B, dapat dilihat pada Gambar 5.

Original RGB Channel R Channel G Channel B

(a) Ruang Warna RGB

Channel L Channel A Channel B

(b) Ruang Warna CIELAB
Gambar 5. Channel pada ruang warna RGB dan CIELAB.

B. Hasil Pengujian Metode DCGAN

Pada tahap ini menjelaskan hasil pewarnaan citra grayscale menggunakan metode DCGAN dengan Places365 sebagai
dataset. Hasil pengujian yang didapatkan berupa rata - rata nilai Discriminator Loss, Generator Loss, MAE, dan SSIM yang
dapat dilihat pada Tabel 1.

TABEL 1.
HASIL RATA — RATA DISCRIMINATOR LOSS, GENERATOR LOSS, MAE, DAN SSIM PADA METODE DCGAN
Discriminator Generator MAE SSIM (%)
Loss Loss
0.52 11.52 10.18 91.64

Evaluasi nilai discriminator loss, generator loss, dan MAE dilakukan dengan cara mencari nilai terkecil, semakin kecil
nilai yang didapatkan maka hasil pewarnaan akan semakin baik, sedangkan untuk nilai SSIM dilakukan dengan cara mencari
nilai tertinggi, semakin tinggi nilai SSIM maka tingkat kemiripan citra akan semakin baik.
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Gambar 6. Perkembangan pelatihan model metode DCGAN.

Seperti yang terlihat pada Gambar 6, dimana pada awal proses pelatihan model nilai discriminator loss (a), generator loss
(b), MAE (c), dan SSIM (d) berada pada posisi yang cukup baik, tetapi seiring dengan bertambahnya iterasi nilai dari
discriminator loss (a), generator loss (b), dan MAE (c) semakin naik sedangkan untuk nilai dari SSIM (d) semakin menurun
ini disebabkan karena kecenderungan gambar pada data training memerlukan prediksi warna yang cukup spesifik, seperti
gambar langit cerah yang membutuhkan gabungan antara warna biru dan kuning, hal ini mengakibatkan kualitas gambar
yang dihasilkan oleh generator mengalami sedikit penurunan. Pada awal iterasi performa dari Discriminator Loss, Generator
Loss, MAE dan SSIM mengalami lonjakan. Lonjakan ini disebabkan oleh pada saat awal iterasi algoritma masih mencari
parameter yang optimal dan data yang dilatih masih sedikit. Parameter ini terlihat sudah memberikan hasil yang terbaik
namun kondisi ini hanya sesaat. Seiring dengan meningkatnya jumlah iterasi dan jumlah data latih parameter menjadi semakin
optimal dan grafik menunjukkan kecenderungan lebih stabil.

Hasil pewarnaan citra menggunakan metode DCGAN dapat dilihat pada Gambar 7, dimana selama proses pengujian
terdapat beberapa kasus dimana citra tidak sepenuhnya diwarnai dan beberapa citra yang berwarna sedikit kekuningan atau
kemerahan, terdapat pula beberapa keluaran citra yang masih masih cenderung monokrom.
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Grayscale Hasil Pewarnaan Citra Asli Grayscale Hasil Pewarnaan Citra Asli

o A

C. Hasil Pengujian Metode GAN

Pada tahap ini menjelaskan hasil pewarnaan citra grayscale menggunakan metode GAN dengan Places365 sebagai dataset.
Hasil pengujian yang didapatkan berupa rata - rata nilai Discriminator Loss, Generator Loss, MAE, dan SSIM yang dapat
dilihat pada Tabel 2.

TABEL 2.
HASIL RATA — RATA DISCRIMINATOR LOSS, GENERATOR LOSS, MAE, DAN SSIM PADA METODE GAN
Discriminator Generator MAE SSIM (%)
Loss Loss
1.10 9.04 10.81 68.32

Evaluasi nilai discriminator loss, generator loss, dan MAE dilakukan dengan cara mencari nilai terkecil, semakin kecil
nilai yang didapatkan maka hasil pewarnaan akan semakin baik, sedangkan untuk nilai SSIM dilakukan dengan cara mencari
nilai tertinggi, semakin tinggi nilai SSIM maka tingkat kemiripan citra akan semakin baik.

Discriminator Loss Generator [oss
1.20
30 4
1.15
o o 25
= 110 =
= <
- ~ 20
s 4
5 1.05 3
15
1.00
10
0.954 + L + : :
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(a) Discriminator Loss (b) Generator Loss
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Gambar 8. Perkembangan pelatihan model metode GAN

Seperti yang terlihat pada Gambar 8, dimana seiring dengan bertambahnya iterasi nilai dari discriminator loss (a),
generator loss (b), dan MAE (c) semakin menurun sedangkan untuk nilai dari SSIM (d) semakin naik, hal ini menunjukkan
selama proses pelatihan model kualitas citra yang dihasilkan mengalami perkembangan, namun terjadi anomali untuk hasil
discriminator loss pada Gambar 8(a) antara iterasi ke-300 sampai 900, hal ini dapat terjadi karena kebingungan model
discriminator dalam memutuskan apakah gambar yang dihasilkan oleh model generator palsu atau asli dan ketidakmampuan
model generator dalam menciptakan atau memprediksi warna pada citra monokrom juga menjadi salah satu faktor penyebab
terjadinya anomali, selain itu kebanyakkan gambar pada data training memerlukan prediksi warna yang cukup spesifik
sehingga akan menyulitkan kerja model generator.

Hasil pewarnaan citra menggunakan metode GAN dapat dilihat pada Gambar 9, dimana selama proses pengujian terdapat
beberapa kasus dimana rata - rata keluaran citra memiliki warna kebiruan, terdapat pula beberapa keluaran yang masih
menjadi citra monokrom.

Grayscale Hasil Pewarnaan Citra Asli Grayscale Hasil Pewamaan Citra Asli

Y U

YA |

Gambar 9. Hasil pewarnaan metode GAN
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D. Hasil Pengujian Keseluruhan

Pada tahap ini menjelaskan hasil rata - rata tingkat akurasi pewarnaan citra grayscale antara metode DCGAN dengan
metode GAN.

TABEL 3.
HASIL RATA — RATA NILAI MAE DAN SSIM METODE DCGAN DAN GAN

Dataset  Epochs Batch  Metode MAE SSIM (%)
Places365 1 8 DCGAN 10.18 91.64
Dataset GAN 10.81  68.32
Berdasarkan Tabel 3 dibuktikan bahwa metode DCGAN lebih baik dibandingkan dengan metode GAN dalam proses
pewarnaan citra, ini ditunjukkan dari hasil perhitungan MAE yang lebih rendah dengan selisih 0.63 dan hasil perhitungan
SSIM yang lebih tinggi dengan selisih 23.32% jika dibandingkan dengan metode GAN, metode perhitungan SSIM digunakan
sebagai matriks untuk mengukur kesamaan antara dua gambar yang diberikan yaitu gambar terdistorsi (citra hasil pewarnaan)
dan gambar referensi (citra berwarna) menggunakan berbagai sifat yang diketahui dari sistem visual manusia (mata), semakin
tinggi nilai SSIM maka semakin mendekati gambar aslinya (gambar referensi).

E. Hasil Kuesioner

Pada tahap ini menjelaskan hasil kuesioner yang dilakukan terhadap 30 responden dengan menggunakan 30 sampel data
acak hasil pewarnaan dari masing — masing metode. Responden diberikan perbandingan gambar hasil pewarnaan dari kedua
metode, untuk kemudian memilih manakah hasil pewarnaan yang lebih baik antara dua metode yang diuji.

Berdasarkan penilaian subjektif dari sudut pandang mata manusia metode DCGAN mendapatkan nilai sebesar 88.40%
dari total 30 pertanyaan, dapat disimpulkan bahwa hasil pewarnaan metode DCGAN masih jauh lebih dibandingkan dengan
metode GAN yang hanya mendapatkan nilai sebesar 11.60% dari aspek visual manusia, yang dapat dilihat pada Gambar 10.

Hasil Kuisioner
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40,00%
30,00%

88,40%

20,00% 11,60%
10,00% -
0,00%
Metode DCGAN Metode GAN

Gambar 10. Grafik hasil kuesioner.

V. SIMPULAN

Berdasarkan penelitian yang telah dilaksanakan, dapat ditarik beberapa kesimpulan. Metode DCGAN dan GAN dapat
diterapkan pada proses pewarnaan citra grayscale dengan nilai rata — rata MAE sebesar 10.18 dan 10.81, selanjutnya untuk
nilai rata — rata SSIM sebesar 91.64% dan 68.32%. Hasil pewarnaan metode DCGAN masih lebih unggul, jika dibandingkan
dengan metode GAN dari aspek visual manusia, dengan nilai masing — masing 88.40% dan 11.60% dari 30 responden. Untuk
penelitian berikutnya disarankan menggunakan metode penelitian yang berbeda atau dapat menggunakan dataset yang
berbeda dan dengan jumlah yang lebih banyak.
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