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Abstract — In the fitness industry, the number of members is a 

major factor for the sustainability of its business. The ability of 

managers and trainers to detect members who represent traits 

to quit membership is critical. Four supervised learning 

classification methods like Support Vector Machine, Random 

Forest, K-Nearest Neighbor, and Artificial Neural Network 

were used to generate early detection using two variants of 

datasets that have different amounts of data. Classification 

results are separated into three different zones, which are 

Green Zone, Yellow Zone, and Red Zone. Artificial Neural 

Network methods using backpropagation training give 99.90% 

of accuracy on a dataset which has more amount of data. The 

evaluation has been done using the confusion matrix and AUC-

ROC curves.  
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I. PENDAHULUAN 

Industri kebugaran menjadi salah satu industri yang 

perkembangannya pesat dalam enam tahun terakhir [1]. 

Kepedulian masyarakat terhadap kesehatan menjadi salah 

satu faktor pendorong munculnya banyak industri 

kebugaran. Dalam menjalankan bisnis kebugaran, faktor 

utama yang harus diperhatikan adalah keanggotaan. 

Operasional dan keberlangsungan bisnis kebugaran sangat 

bergantung pada jumlah anggota (member) yang 

dimilikinya. Banyak faktor yang mempengaruhi anggota 

untuk tetap berlatih / menjadi anggota di satu klub (loyal), 

tetapi tidak sedikit juga yang memilih untuk berpindah-

pindah klub sebab pelayanan, perhatian pelatih (trainer), 

frekuensi kehadiran di klub, biaya yang dibebankan, serta 

pencapaian yang diperoleh (progress, achievement) dirasa 

kurang memuaskan [2]. 

Masalah utama yang diangkat dalam penelitian ini yaitu 

deteksi dini (early detection) terhadap prediksi / 

kemungkinan apakah seorang anggota akan menetap di klub 

atau mengakhiri keanggotaannya. Dari dataset yang berhasil 

dikumpulkan, setidaknya ada tiga komponen yang dapat 

digunakan untuk melakukan deteksi dini, antara lain: 

1. Data log latihan setiap anggota. 

2. Data pencapaian anggota dilihat dari hasil 

penimbangan dan pengukuran (progress, 

achievement). 

3. Data durasi keanggotaan. 

Berdasarkan permasalahan yang telah diuraikan, terdapat 

dua pertanyaan penelitian yang dapat dirumuskan, yaitu 

bagaimana cara mendeteksi anggota yang menunjukkan ciri-

ciri akan mengundurkan diri pada sebuah pusat kebugaran, 

dan bagaimana klasifikasi anggota yang menunjukkan ciri-

ciri akan mengundurkan diri pada sebuah pusat kebugaran. 

Adapun yang menjadi tujuan dari penelitian antara lain 

membantu manajer dan pelatih sebuah pusat kebugaran agar 

dapat menentukan langkah preventif yang harus dilakukan 

terhadap setiap anggota klubnya (terutama yang 

menunjukkan ciri-ciri akan mengundurkan diri) melalui 

laporan hasil deteksi dini yang diperoleh dengan 

memanfaatkan teknologi machine learning. Membuat 

klasifikasi anggota yang menunjukkan ciri-ciri akan 

mengundurkan diri, untuk memudahkan manajer dan pelatih 

sebuah pusat kebugaran dalam mengambil tindakan / 

keputusan. 

Hipotesis yang hendak dibuktikan dalam penelitian ini 

yaitu frekuensi kehadiran, pencapaian anggota, serta biaya 

keanggotaan yang merupakan satu kesatuan (operasi AND) 

memiliki pengaruh terhadap berakhirnya status keanggotaan 

setiap anggota pusat kebugaran. 

Penelitian dilakukan dengan menggunakan data riil yang 

diperoleh dari sebuah industri kebugaran di Kota Bandung 

periode Desember 2017 sampai dengan Februari 2020. 

Durasi keanggotaan yang berakhir melebihi bulan Februari 

2020 diasumsikan berakhir pada akhir Februari 2020 untuk 

menunjang penentuan zona klasifikasi. 

Dataset yang digunakan dibagi menjadi dua bagian, yaitu: 
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1. Dataset yang berisikan data anggota yang dicatat 

dengan frekuensi mingguan. 

2. Dataset yang berisikan data anggota yang dicatat 

dengan frekuensi bulanan. 

Pengujian menggunakan dua dataset yang memiliki 

frekuensi (mingguan dan bulanan) berbeda bertujuan untuk 

memperoleh model dan akurasi di atas 90%, dengan bias 

dan variansi di bawah 1%. 

Dataset yang terdiri atas 28 (“mingguan”) dan 29 

(“bulanan”) fitur ini akan melalui proses seleksi fitur dengan 

menggunakan tiga metode, yaitu Pearson Correlation, Chi-

Squared, serta Recursive Feature Elimination (RFE) hingga 

diperoleh 21 fitur untuk masing-masing dataset. 

Deteksi dini dilakukan dengan menggunakan algoritma 

klasifikasi supervised learning, yaitu Support Vector 

Machine (SVM), Random Forest (RF), K-Nearest Neighbor 

(KNN) dan Artificial Neural Network (ANN). Hasil deteksi 

dini berupa klasifikasi yang terdiri dari tiga zona, yaitu Zona 

Hijau, Zona Kuning dan Zona Merah. 

II. KAJIAN LITERATUR. 

A. Paradoks Niat-untuk-Melanjutkan-Keanggotaan: 

Industri Kebugaran [2] 

Berikut ini merupakan lima faktor yang mempengaruhi 

niat setiap anggota pada industri kebugaran untuk 

melanjutkan keanggotaannya, yaitu: 

1. Kepuasan pelanggan. 
2. Atribut-atribut pelayanan, seperti aktivitas, properti 

fisik, orang, dan elemen-elemen pendukung lainnya 

yang ditawarkan oleh sebuah organisasi untuk 

dirasakan oleh pelanggan dalam bentuk layanan. 

3. Merek, salah satu faktor yang paling penting sebab 

dapat mempengaruhi kepercayaan dan pengakuan 

masyarakat. 

4. Perilaku pembelian sebelumnya. 

5. Persepsi harga. 

Pelayanan yang ditawarkan oleh klub, keamanan, serta 

promosi gambar klub memberikan dampak positif bagi 
kepuasan pelanggan. Hubungan pelanggan pada sebuah klub, 

komitmen pelanggan, dan frekuensi kehadiran mingguan 

pelanggan di klub memberikan dampak positif secara 

langsung pada niat pelanggan untuk melanjutkan 

keanggotaannya. Sedangkan biaya yang dibebankan pada 

pelanggan memberikan sebuah dampak langsung yang 

negatif. 

B. Tren Industri Kebugaran [1] 

Melalui survei yang dilakukan pada tahun 2018, 
wearable technology menempati posisi pertama, diikuti oleh 

group training pada tempat kedua dan High-Intensity 

Interval Training (HIIT) pada tempat ketiga. 

Wearable technology merupakan komponen digital 

pendukung aktivitas yang berupa fitness tracker, smart 

watches, heart rate monitor dan GPS tracking device. 

Group training merupakan sebuah grup dalam pusat 

kebugaran yang berisikan coach dan lead, biasanya 

merupakan grup personal training. Grup ini dirasakan 

efektif dalam memberikan motivasi dan porsi latihan. 

High-Intensity Interval Training (HIIT) merupakan 

latihan berdurasi pendek dengan intensitas tinggi yang 
disertai waktu istirahat singkat. 

C. Survei 

Sebelum menentukan sumber data dan metode machine 

learning yang akan digunakan, langkah awal yang harus 

dilakukan yaitu mendapatkan pemahaman yang lebih 

mendalam mengenai permasalahan utama yang menjadi 

perhatian pemangku kepentingan. Pemahaman bisa 

diperoleh melalui kajian literatur yang dilakukan serta 
interview terhadap pihak-pihak terkait. Pemahaman tersebut 

menghasilkan kategori-kategori / komponen-komponen 

penting yang menjadi fokus utama penelitian. 

Langkah berikutnya yaitu membuat kuesioner yang 

terdiri dari tiga bagian utama, yaitu informasi umum, 

informasi spesifik, dan bobot kategori. Kuesioner ini 

menjadi bahan utama survei untuk menentukan kategori 

yang paling penting bagi penelitian. Dalam kasus ini, survei 

dijadikan tahapan dalam melakukan seleksi fitur. 

D. Koleksi dan Persiapan Data 

Setelah kategori yang akan digunakan telah ditentukan, 

langkah selanjutnya yaitu melakukan data collection and 

preparation [4]. Setelah pengumpulan dan persiapan data 

selesai, maka dilanjutkan dengan data pre-processing 

menggunakan tahapan sebagai berikut [3]: 

1. Normalisasi data. 

2. Pemilihan setting. Menggunakan teknik sampling 

bertingkat, diambil 10% grup homogen dari data 

untuk dieksekusi dalam tes algoritma. 

3. Cross-validation. Data dibagi untuk five fold cross-
validation. 

4. Pembagian learning set menjadi dua, 70% untuk 

training dan 30% untuk testing / validasi. 

E. Melakukan Training pada Machine Learning 

Setelah dataset tersedia, langkah berikutnya yaitu 

melakukan training dengan menggunakan algoritma 

klasifikasi supervised learning [4][5]. Adapun algoritma 

supervised learning yang digunakan antara lain: 

Support Vector Machine (SVM) [3][6][7] memiliki 
beberapa fungsi kernel tradisional antara lain linear, 

polinomial, Gauss, Sigmoid, dan Fourier. Dalam hal kernel, 

Gauss dipilih karena memiliki efisiensi tinggi, tidak 

membutuhkan banyak komputasi, serta mudah diakses. 

Random Forest (RF) [4][8] dengan jumlah Decision Tree 

yang digunakan untuk tahap learn dari model sebanyak 100 

buah. 

Artificial Neural Network (ANN) yang menggunakan 

model Supervised and Feed-Forward Neural Network 

dengan dua neuron output dan tiga hidden layer [3]. 
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F. Menganalisis Hasil 

Hasil dari SVM, RF dan ANN dibandingkan dengan 

menggunakan Confusion Matrix yang diakses dengan 

menggunakan KNIME [3]. Dalam menggabungkan hasil 

prediksi antara dua model atau lebih digunakan fitur 
prediction function pada KNIME. 

Selain Confusion Matrix, kurva Receiver Operating 

Characteristic (ROC) digunakan untuk melihat akurasi 

model machine learning. Dalam penggunaan ROC, Area 

Under the Curve (AUC) digunakan untuk membantu 

mengurangi kurva ROC menjadi satu nilai saja, 

merepresentasikan kinerja yang diharapkan dari classifier 

[3]. 

III. METODOLOGI 

Alur metodologi dimulai dari koleksi dan persiapan data, 

seleksi fitur, pembagian set training dan testing, cross 
validation, pengujian model machine learning, pengecekan 

bias dan variansi, dan evaluasi hasil ditunjukkan oleh 

Gambar 1. 

A. Koleksi dan Persiapan Data 

Ketiga data raw (yaitu, frekuensi latihan, pencapaian 

anggota, durasi keanggotaan) digabung menjadi satu 

kesatuan dataset. Ada dua macam dataset yang dibuat, yaitu 

dataset “mingguan” yang mengacu pada frekuensi kehadiran 

anggota setiap minggunya, serta dataset “bulanan” yang 
mengacu pada pencapaian anggota yang dicatat setiap bulan. 

Rentang klasifikasi yang dibagi menjadi tiga zona (yaitu, 

Zona Hijau, Zona Kuning, Zona Merah) ditentukan 

berdasarkan frekuensi kehadiran anggota. Pemilihan faktor 

frekuensi kehadiran anggota sebagai patokan untuk 

menentukan zona mengacu pada tiga hal, yakni: 

1. Memiliki jumlah baris data paling banyak 

dibandingkan dua faktor lainnya. 

2. Seluruh anggota setidaknya mencatatkan data 

kehadirannya minimal satu kali, sehingga terhindar 

dari missing value. 
3. Pencapaian anggota sangat bergantung pada 

frekuensi latihan di pusat kebugaran. 

Berikut merupakan rincian dari tiga zona klasifikasi: 

1. Zona Hijau. Anggota tidak memerlukan penanganan 

/ berada dalam kondisi ideal (frekuensi kehadiran 

baik). 

2. Zona Kuning. Anggota memerlukan sedikit 

penanganan (frekuensi kehadiran cukup / di bawah 

standar). 

3. Zona Merah. Anggota sangat membutuhkan 

pendekatan, perhatian, dan penanganan ekstra dari 

manajer / pelatih pusat kebugaran (frekuensi 
kehadiran buruk). 

 

 

Gambar 1. Metodologi 

Proses menentukan klasifikasi dibagi menjadi dua 

bagian, yaitu klasifikasi pada dataset “mingguan” dan 

dataset “bulanan”. Pada dataset “mingguan”, klasifikasi 

dilakukan dengan menggunakan data frekuensi latihan 

anggota per minggu yang digabungkan dengan data durasi 

keanggotaan. Pada dataset “bulanan” klasifikasi dilakukan 

dengan menggunakan data frekuensi latihan anggota per 

bulan yang digabungkan dengan data durasi keanggotaan. 

Hasil penggabungan tersebut menghasilkan rentang (jumlah 
hari) antara latihan terakhir dengan masa berakhirnya 

keanggotaan. 

Gambar 2 menunjukkan data sebaran “rentang waktu” 

(dalam satuan hari) antara latihan terakhir dengan masa 

berakhirnya keanggotaan pada data “mingguan”. Gambar 3 

menunjukkan data sebaran “rentang waktu” (dalam satuan 

hari) antara latihan terakhir dengan masa berakhirnya 

keanggotaan pada data “bulanan”. “DONE” mewakili 

“rentang waktu” untuk anggota yang masa keanggotaannya 

telah berakhir, sedangkan “ONGOING” mewakili “rentang 

waktu” untuk anggota yang masa keanggotaannya masih 
berjalan. 

Gambar 2 dan Gambar 3 menunjukkan sejumlah outlier 

pada boxplot “DONE” dan boxplot “ONGOING”. Outlier 

ini merupakan rentang sejak latihan terakhir bagi anggota 

yang masa berakhir keanggotaannya melebihi Februari 2020, 

serta anggota yang sedang dalam status “on hold” atau “cuti” 

(status keanggotaannya aktif kembali setelah Februari 2020). 
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Oleh karena itu jumlah outlier pada status keanggotaan 

“ONGOING” lebih banyak daripada outlier pada status 

keanggotaan “DONE”. Keberadaan outlier ini tidak 

mempengaruhi penentuan zona klasifikasi sehingga dapat 

diabaikan. 

 
Gambar 2. Rentang antara latihan terakhir dengan masa berakhirnya 

keanggotaan per minggu 

 

 
Gambar 3. Rentang antara latihan terakhir dengan masa berakhirnya 

keanggotaan per bulan 

Tabel I menunjukkan rangkuman klasifikasi zona yang 

didapatkan dari hasil plotting yang ditunjukkan pada 
Gambar 2 dan Gambar 3. 

Setelah klasifikasi ditentukan, tahap selanjutnya yaitu 

membuat dataset “mingguan” dan dataset “bulanan”. 

Dataset ini dibentuk dengan menggabungkan data frekuensi 

kehadiran anggota (per minggu / per bulan) dengan data 

pencapaian anggota. 

TABEL I 

RINCIAN KLASIFIKASI ZONA 

Zona Data “Mingguan” (Hari) Data “Bulanan” 

(Hari) 

Hijau Rentang ≤ 7 Rentang ≤ 7 

Kuning 7 < Rentang < 23  7 < Rentang < 33 

Merah Rentang ≥ 23 Rentang ≥ 33 

 

Penggabungan yang dilakukan untuk membuat dataset 
“mingguan” terkendala missing value sejumlah 75% dari 

data pencapaian. Hal ini disebabkan oleh data pencapaian 

anggota yang dicatat dalam frekuensi bulanan, sehingga 

dalam empat baris data frekuensi kehadiran hanya terdapat 1 

baris data pencapaian anggota, seperti diperlihatkan pada 

Tabel II. 

TABEL II 

MISSING VALUE PADA PENGGABUNGAN DATASET "MINGGUAN" 

Durasi Latihan Pencapaian 

Minggu 1 Latihan 1 Pencapaian 1 

Minggu 2 Latihan 2 Tidak ada data 

Minggu 3 Latihan 3 Tidak ada data 

Minggu 4 Latihan 4 Tidak ada data 

Minggu 5 Latihan 5 Pencapaian 2 

Minggu 6 Latihan 6 Tidak ada data 

 

Pada penggabungan yang dilakukan untuk membuat 

dataset “bulanan” masih didapatkan missing value, tetapi 

tidak sebanyak pada dataset “mingguan”. Pada dataset 

“bulanan”, fitur latihan dibagi menjadi dua yaitu latihan 

total (dalam satu bulan) dan rata-rata latihan per minggu 

dalam satu bulan. Struktur datanya dapat dilihat pada Tabel 
III. 

TABEL III  

STRUKTUR DATA DAN MISSING VALUE PADA DATASET 

"BULANAN" 

Durasi Latihan (Total) Latihan 

(Rata-Rata) 

Pencapaian 

Bulan 1 Latihan 1 – 4  Latihan 1 – 4 Pencapaian 1 

Bulan 2 Latihan 5 – 8 Latihan 5 – 8 Pencapaian 2 

Bulan 3 Latihan 9 – 12 Latihan 9 – 
12 

Pencapaian 3 

Bulan 4 Latihan 13 – 16 Latihan 13 – 
16 

Tidak ada data 

Bulan 5 Latihan 17 – 20 Latihan 17 – 
20 

Pencapaian 4 

Bulan 6 Latihan 21 - 24 Latihan 21 - 
24 

Pencapaian 5 

 
Teknik interpolasi linier merupakan alternatif yang 

dipilih untuk mengisi kekosongan pada missing value [9]. 

Fitur “UserId” dan “Durasi” menjadi acuan dalam 

melakukan interpolasi linier. Teknik interpolasi linier dipilih 

karena fitur “Durasi” yang menjadi acuan berisikan data 

yang nilainya terus bertambah dengan kenaikan konstan 

(bertambah satu untuk setiap sampel data, baik mingguan 

maupun bulanan). Tidak seluruh missing value dapat diisi 
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dengan cara interpolasi, melainkan hanya data (berdasarkan 

“UserId” dan “Durasi”) yang memiliki nilai awal dan akhir 

fitur “Pencapaian” yang dapat menerapkan teknik 

interpolasi linier. 

Setelah dilakukan interpolasi, masih terdapat missing 

value pada fitur “Pencapaian” untuk beberapa baris data. 

Oleh karena itu dilakukan cleaning data dengan cara 

menghapus data-data tersebut. Pada dataset “mingguan” 

terdapat 40 baris data yang dihapus sehingga menyisakan 

35813 baris data yang akan digunakan. Pada dataset 
“bulanan” terdapat 211 baris data yang dihapus, menyisakan 

9806 baris data yang dapat digunakan. 

B. Seleksi Fitur 

Seleksi fitur dilakukan terhadap kedua dataset 

(“mingguan” dengan 28 fitur dan “bulanan” dengan 29 fitur). 

Masing-masing dataset akan diseleksi dengan menggunakan 

3 metode, yaitu Pearson Correlation, Chi-Squared, dan 

Recursive Feature Elimination (RFE) [10][11][12][13]. 

Seleksi fitur dengan menggunakan tiga metode 
dilakukan berdasarkan pertimbangan berikut: 

1. Pearson Correlation hanya dapat melakukan cek 

korelasi antar dua variabel linier. 

2. Chi-Squared melakukan cek korelasi antar dua 

variabel berdasarkan frekuensi kemunculan, 

sehingga dapat menutupi ketidakmampuan Pearson 

Correlation dalam melakukan cek korelasi antar dua 

variabel nonlinier. 

3. RFE merupakan metode dengan teknik wrapper-

based yang mengecek korelasi tidak berdasarkan 

score. Estimator yang digunakan adalah Logistic 
Regression. Logistic Regression dipilih sebab dapat 

diandalkan dalam klasifikasi data nominal [4]. 

Dalam melakukan seleksi fitur, klasifikasi zona yang 

diwakili oleh tiga data numerik yaitu 0 (Zona Merah), 1 

(Zona Kuning) dan 2 (Zona Hijau) menjadi patokan. Fitur- 

fitur yang melalui seleksi hanya fitur yang terdiri dari data 

numerik. Fitur lainnya yang memiliki tipe data string dan 

timestamps tidak disertakan dalam proses seleksi fitur. 

Seleksi fitur yang dilakukan menghasilkan masing-

masing 21 fitur dari dataset “mingguan” dan dataset 

“bulanan”. Jika ada fitur yang tidak memberikan satupun 

nilai “True” dari ketiga metode seleksi, maka fitur tersebut 
akan dieliminasi. 

C. Pembagian Set Training dan Testing 

Set training dan testing menggunakan komposisi 70:30, 

yaitu 70% untuk training dan 30% untuk testing. Pada 

dataset “mingguan”, dari total baris data yang digunakan 

(35813 baris), 25069 baris data digunakan untuk training, 

dan 10744 baris data digunakan untuk testing. Pada dataset 

“bulanan”, dari total baris data yang digunakan (9806 baris), 
6864 baris data digunakan untuk training, dan 2942 baris 

data digunakan untuk testing. 

 

 

D. Cross Validation 

Data dibagi menjadi lima paket set training dan testing 

secara acak melalui teknik validasi hasil 5-fold cross 

validation dengan komposisi seperti yang ditunjukkan Tabel 

IV [14]. 

TABEL IV  

FIVEFOLD CROSS VALIDATION 

 Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 

Pembag

ian 1 

Testing Training Training Training Training 

Pembag
ian 2 

Training Testing Training Training Training 

Pembag
ian 3 

Training Training Testing Training Training 

Pembag

ian 4 

Training Training Training Testing Training 

Pembag
ian 5 

Training Training Training Training Testing 

 

E. Pengujian Support Vector Machine (SVM) 

Pengujian dilakukan menggunakan SVM dengan kernel 
RBF. Nilai C yang digunakan adalah 1, dengan gamma 1/21 

(1/jumlah fitur). Nilai C menunjukkan margin hyperplane. 

Semakin besar nilai C, maka akan semakin kecil marginnya. 

Gamma menunjukkan pengaruh dari satu sampel training. 

Semakin kecil gamma, semakin kecil juga pengaruh dari 

satu sampel training-nya. Persamaan dari SVM dengan 

kernel RBF adalah sebagai berikut: 

 

𝑘(𝑥𝑖,𝑥𝑗) =  exp (−𝛾 ‖𝑥𝑖 , 𝑥𝑗‖
2

)  (1) 

 

Dari pengujian dengan model SVM yang telah dilakukan, 

dataset “mingguan” memiliki akurasi 96.95% dan dataset 

“bulanan” memiliki akurasi 94.83%. 

F. Pengujian Random Forest (RF) 

Dalam pengujian RF, hal pertama yang dilakukan yaitu 

menentukan “depth” yang akan digunakan, dimulai dari 

depth = 1 hingga depth = 9. Berdasarkan hasil yang 

ditunjukkan pada Gambar 4 dan Gambar 5, “depth” yang 

dipilih adalah 4 untuk dataset “mingguan” dan 5 untuk 

dataset “bulanan”, dengan pertimbangan hasil akurasi 

menunjukkan nilai paling baik sebelum mencapai 100% 

tanpa memerlukan kedalaman yang besar. Nilai “depth” 
dengan akurasi 100% tidak dipilih karena memiliki 

kemungkinan menjadikan “model” overfitting. Jumlah tree 

yang digunakan adalah 100. 

Dari pengujian dengan model RF yang telah dilakukan, 

dataset “mingguan” memiliki akurasi 96.95% dan dataset 

“bulanan” memiliki akurasi 99.26%. 
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Gambar 4. Menentukan "depth" Random Forest pada dataset “mingguan” 

 

 
Gambar 5. Menentukan "depth" Random Forest pada dataset "bulanan" 

G. Pengujian K-Nearest Neighbor (KNN) 

Dalam pengujian KNN [15][16], hal pertama yang 

dilakukan yaitu menentukan nilai k (tetangga / neighbor) 

yang akan digunakan. Pencarian nilai k dimulai dari k = 1 
hingga k = 25. Berdasarkan hasil yang ditunjukkan pada 

Gambar 6 dan Gambar 7, nilai k yang dipilih adalah 4 untuk 

dataset “mingguan” dan 6 untuk dataset “bulanan”, dengan 

pertimbangan hasil akurasi menunjukkan nilai tertinggi 

sebelum kemudian semakin berkurang dengan “curam”. 

Pada nilai k = 2 (Gambar 6 dan Gambar 7), akurasi 

cenderung menurun sebelum kemudian naik kembali pada 

nilai k = 3. Hal ini disebabkan oleh jumlah “tetangga” yang 

dijadikan acuan hanya dua buah, padahal klasifikasi yang 

merupakan output terdiri atas tiga buah. Oleh karena itu, 

jumlah minimal “tetangga” (k) yang digunakan dalam KNN 

harus sama dengan jumlah zona klasifikasinya 
Dari pengujian dengan model KNN yang telah dilakukan, 

dataset “mingguan” memiliki akurasi 98.89% dan dataset 

“bulanan” memiliki akurasi 98.25%. 

 

 

H. Pengujian Artificial Neural Network (ANN) 

Pengujian dilakukan menggunakan ANN [17][18][19] 

dengan solver adam, lima hidden layer dan tiga neuron 

output (Zona Hijau, Zona Kuning, dan Zona Merah), serta 

algoritma training back propagation. Dipilihnya adam 

sebagai solver didasari oleh ukuran dataset dengan 21 fitur 

dan 35813 baris (dataset “mingguan”) dan 9806 baris 

(dataset “bulanan”), agar memberikan waktu training yang 

singkat dan skor validasi di atas 85%. 

Dari pengujian dengan model ANN yang telah dilakukan, 

dataset “mingguan” memiliki akurasi 99.76% dan dataset 
“bulanan” memiliki akurasi 99.01%. 

 

 

Gambar 6. Menentukan nilai k KNN pada dataset "mingguan" 

 

 
Gambar 7. Menentukan nilai k KNN pada dataset "bulanan" 

 

IV. EVALUASI HASIL DAN PEMBAHASAN 

Evaluasi hasil dan pembahasan dibagi menjadi tiga 

bagian, antara lain evaluasi hasil pengujian SVM, RF, KNN 

dan ANN dalam confusion matrix [20][21], kurva ROC 

[22][23], serta evaluasi bias dan variansi [24]. 
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A. Evaluasi Hasil Confusion Matrix Dataset “Mingguan” 

Confusion matrix dibuat dengan memanfaatkan library 

confusion_matrix pada scikit-learn dengan menggunakan 

bahasa pemrograman Python. 

Gambar 9 menunjukkan confusion matrix SVM dengan 
normalisasi. Normalisasi dilakukan untuk menunjukkan 

interpretasi yang lebih visual pada confusion matrix yang 

memiliki ketidakseimbangan kelas. Normalisasi dilakukan 

per kelompok klasifikasi (MERAH, KUNING, HIJAU) 

pada wilayah true positive. Satu baris klasifikasi pada 

wilayah true positive berjumlah 1.00 [25]. 

Berdasarkan hasil yang ditunjukkan confusion matrix 

SVM (Gambar 8 dan Gambar 9), klasifikasi Zona Hijau 

seluruhnya berada pada area true positive, yang berarti 

bahwa 100% hasil pengujian sesuai dengan prediksi. 

Klasifikasi Zona Kuning (56%) dan Zona Merah (38%) 
memberikan hasil pengujian yang sesuai dengan prediksi. 

Hasil false positive yang berasal dari Zona Kuning sebesar 

44%, dan Zona Merah sebesar 62%, yang seluruhnya 

diprediksikan sebagai Zona Hijau. Model SVM 

menunjukkan error yang besar (62%) dalam memprediksi 

Zona Merah. 

 
Gambar 8. Confusion matrix SVM dataset "mingguan" tanpa normalisasi 

 
Confusion matrix RF (Gambar 10) menunjukkan 

klasifikasi Zona Hijau seluruhnya berada pada area true 

positive, yang berarti bahwa 100% hasil pengujian sesuai 

dengan prediksi. Klasifikasi Zona Kuning (64%) dan Zona 

Merah (24%) memberikan hasil pengujian yang sesuai 

dengan prediksi. Hasil false positive yang berasal dari Zona 

Kuning sebesar 36% (diprediksikan sebagai Zona Hijau). 
Pada Zona Merah, hasil false positive sebesar 68% (Zona 

Hijau), serta hasil true negative sebesar 8% (Zona Kuning). 

Model RF menunjukkan error yang besar (76%) dalam 

memprediksi Zona Merah. 

 
Gambar 9. Confusion matrix SVM dataset “mingguan” ternormalisasi 

 

 
Gambar 10. Confusion matrix RF dataset "mingguan" ternormalisasi 

Confusion matrix KNN (Gambar 11) menunjukkan 

klasifikasi Zona Hijau seluruhnya berada pada area true 
positive, yang berarti bahwa 100% hasil pengujian sesuai 

dengan prediksi. Klasifikasi Zona Kuning memberikan 91% 

hasil pengujian yang sesuai dengan prediksi. Sedangkan 

Zona Merah memberikan hasil pengujian sesuai prediksi 

sebesar 38%. Hasil false positive yang berasal dari Zona 
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Kuning (8%) dan Zona Merah (62%) seluruhnya 

diprediksikan sebagai Zona Hijau. Model KNN 

menunjukkan error yang besar (62%) dalam memprediksi 

Zona Merah. 

 
Gambar 11. Confusion matrix KNN dataset "mingguan" ternormalisasi 

Confusion matrix ANN (Gambar 12) menunjukkan 

klasifikasi Zona Hijau seluruhnya berada pada area true 

positive, yang berarti bahwa 100% hasil pengujian sesuai 

dengan prediksi. Klasifikasi Zona Kuning memberikan 99% 

hasil pengujian yang sesuai dengan prediksi. Sedangkan 
Zona Merah memberikan hasil pengujian sesuai prediksi 

sebesar 95%. Hasil true negative Zona Merah yang berasal 

dari Zona Kuning sebesar 1%, serta hasil true negative Zona 

Kuning yang berasal dari Zona Merah sebesar 2%. False 

positive Zona Merah (diprediksikan sebagai Zona Hijau) 

sebesar 3%.  Model ANN memberikan hasil true positif di 

atas 95% untuk masing-masing zona. 

Berdasarkan confusion matrix dari hasil pengujian SVM, 

RF, KNN dan ANN menggunakan dataset “mingguan”, 

seluruh model 100% berhasil dalam memprediksi Zona 

Hijau, tetapi memiliki error yang besar (di atas 62%) dalam 
memprediksi Zona Merah, kecuali ANN (error 5%). Secara 

umum, ANN memberikan hasil prediksi terbaik (99.90%) 

jika dibandingkan dengan SVM, RF dan KNN. Kesalahan 

yang ditimbulkan dalam memprediksi Zona Merah pada 

SVM (error 62%), RF (error 76%) dan KNN (error 62%) 

disebabkan oleh jumlah data (klasifikasi Zona Merah) yang 

sangat kecil (1.3%) sehingga tidak mampu ditangani ketiga 

model tersebut. Hasil akurasi dan error dari setiap pengujian 

machine learning dengan dataset “mingguan” ditunjukkan 

pada Tabel V. 

 
Gambar 12. Confusion matrix ANN dataset "mingguan" ternormalisasi 

 

TABEL V  

HASIL CONFUSION MATRIX DATASET “MINGGUAN” 

 SVM RF KNN ANN 

Klasifikasi 
Tepat 

10481.00 10501.00 10633.00 10734.00 

Klasifikasi 
Gagal 

263.00 243.00 111.00 10.00 

Akurasi % 97.55 97.73 98.96 99.90 

Error % 2.45 2.27 1.04 0.10 

 

B. Evaluasi Hasil Confusion Matrix Dataset “Bulanan” 

Evaluasi hasil pengujian machine learning pada dataset 

“bulanan” dilakukan dengan teknik yang sama dengan 

evaluasi hasil pengujian pada dataset “mingguan”. 
Berdasarkan confusion matrix dari hasil pengujian SVM, 

RF, KNN dan ANN menggunakan dataset “bulanan”, 

seluruh model memiliki akurasi 100% dalam memprediksi 

Zona Hijau (true positive), tetapi memiliki akurasi 0% 

dalam memprediksi Zona Merah (100% false positive). 

Kesalahan 100% yang ditimbulkan dalam memprediksi 

Zona Merah disebabkan oleh jumlah data training 

(klasifikasi Zona Merah) yang sangat kecil (0.5%), yaitu 

sebanyak 37 data (Gambar 13), sehingga menyebabkan 

distribusi miring negatif. Pada Gambar 14 (Zona Merah 

diwakili 0, Zona Kuning diwakili 1, Zona Hijau diwakili 2) 

dapat dilihat bahwa distribusi miring negatif dengan Mean 
lebih kecil daripada Median dan Modus [26]. Oleh sebab itu, 

algoritma SVM, RF, KNN dan ANN tidak berhasil dalam 

mengklasifikasikan Zona Merah pada dataset “bulanan”.  
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Gambar 13. Sebaran jumlah anggota pada setiap zona klasifikasi dataset 

“bulanan” 

 

 
Gambar 14. Distribusi miring negatif dataset "bulanan" 

Hasil akurasi dan error dari setiap pengujian machine 

learning dengan dataset “bulanan” ditunjukkan pada Tabel 
VI. 

TABEL VI  

HASIL CONFUSION MATRIX DATASET "BULANAN" 

 SVM RF KNN ANN 

Klasifikasi 
Tepat 

2767.00 2927.00 2889.00 2921.00 

Klasifikasi 
Gagal 

175.00 15.00 53.00 21.00 

Akurasi % 94.05 99.49 98.19 99.28 

Error % 5.95 0.51 1.81 0.72 

 

C. Evaluasi Hasil Kurva ROC pada Dataset “Mingguan” 

Kurva ROC pada Gambar 15 menunjukkan bahwa nilai 

AUC berkisar antara 0.85 hingga 0.95 dari hasil 5-fold cross 

validation. Nilai AUC yang berbeda-beda pada setiap fold 

menghasilkan simpangan sebesar ± 0.03. Model SVM 

dengan nilai rata-rata AUC 0.91 ± 0.03 yang ditunjukkan 

Gambar 15 akan memberikan performa baik sebab memiliki 

nilai true positive yang tinggi. 

 
Gambar 15. Kurva ROC pengujian SVM pada dataset "mingguan" 

Dari kurva ROC, dapat dilihat bahwa AUC 

menyederhanakan ROC menjadi satu nilai. Sumbu x kurva 

ROC menunjukkan false positive rate, sedangkan sumbu y 

menunjukkan true positive rate. AUC yang dibentuk 

merupakan rata-rata (mean) dari 5 AUC hasil 5-fold cross 

validation. AUC menunjukkan hasil yang berbeda dengan 

akurasi confusion matrix. 

Kurva ROC pada pengujian model RF yang ditunjukkan 

oleh Gambar 16 memberikan nilai rata-rata AUC yang 

sangat tinggi (0.99). Model dengan nilai AUC mendekati 

1.00 akan memberikan performa maksimal sebab memiliki 

nilai true positive yang tinggi. 
 

 

Gambar 16. Kurva ROC pengujian RF pada dataset "mingguan" 

Kurva ROC pada pengujian model KNN (Gambar 17) 

menunjukkan kurva yang landai. Hal ini menandakan bahwa 

terdapat hasil false positive yang besar pada model. 

Walaupun memiliki nilai rata-rata AUC 0.9, tetapi model ini 
memiliki simpangan ± 0.03. Model KNN tidak akan 

memberikan performa maksimal sebab memiliki nilai false 
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positive besar yang menyebabkan kurva ROC jauh dari 

sumbu true positive. 

 
Gambar 17. Kurva ROC pengujian KNN pada dataset "mingguan" 

 

 
Gambar 18. Kurva ROC pengujian ANN pada dataset "mingguan" 

Gambar 18 memperlihatkan kurva ROC pada pengujian 

model ANN yang menunjukkan nilai rata-rata AUC 0.95. 
Empat pengujian (fold) menunjukkan nilai AUC 1.00, yang 

menandakan bahwa model berfungsi secara maksimal 

karena memiliki nilai true positif yang tinggi. Fold kelima 

yang menunjukkan nilai AUC 0.79 menyebabkan nilai 

simpangan (standar deviasi) ± 0.08. Perhitungan standar 

deviasi dilakukan dengan menggunakan persamaan berikut 

[27]: 

 

𝑆𝑡𝑎𝑛𝑑𝑎𝑟𝑑 𝐷𝑒𝑣𝑖𝑎𝑡𝑖𝑜𝑛 =  √𝑚𝑒𝑎𝑛(𝑎𝑏𝑠(𝑥 − �̅�)2) (2) 

 

Standar Deviasi pada kurva ROC ANN adalah 

simpangan nilai AUC dari hasil pengujian yang dilakukan 

sebanyak lima fold. Walaupun simpangannya ± 0.08 pada 

nilai rata-rata AUC 0.95, tetapi nilai maksimal AUC adalah 

1. 

Kurva ROC menunjukkan bahwa dalam pengujian 

dataset “mingguan”, RF (0.99) memiliki nilai AUC paling 

baik dibandingkan dengan SVM (0.91 ± 0.03), KNN (0.90 ± 

0.03) dan ANN (0.95 ± 0.08). 

D. Evaluasi Hasil Kurva ROC pada Dataset “Bulanan” 

Kurva ROC pada pengujian SVM menunjukkan nilai 

rata-rata AUC 0.97 dengan simpangan ± 0.01. Pada Gambar 

19 dapat dilihat bahwa model memiliki nilai true positive 

yang tinggi sehingga akan memberikan performa baik. 

 

 
Gambar 19. Kurva ROC pengujian SVM pada dataset "bulanan" 

Pada Gambar 20, diperlihatkan kurva ROC pada 

pengujian RF memiliki nilai rata-rata AUC 0.99. Model 

dengan nilai AUC mendekati 1.00 akan memberikan 

performa maksimal sebab memiliki nilai true positive yang 

tinggi. 

 
Gambar 20. Kurva ROC pengujian RF pada dataset "bulanan" 

Kurva ROC pada pengujian KNN dengan dataset 

“bulanan” seperti yang diperlihatkan pada Gambar 21, 

menunjukkan hasil yang lebih baik daripada kurva ROC 

pengujian KNN pada dataset “migguan” (Gambar 17). Hal 

ini ditunjukkan dengan nilai rata-rata AUC 0.97 dengan 

simpangan ± 0.01 dari hasil 5-fold cross validation. Model 



Jurnal Teknik Informatika dan Sistem Informasi   p-ISSN : 2443-2210 

Volume 6 Nomor 2 Agustus 2020                                                                          e-ISSN : 2443-2229 
 

276 

 

KNN dengan kurva ROC pada Gambar 21 akan 

memberikan performa yang baik karena memiliki nilai true 

positive yang tinggi 

 
Gambar 21. Kurva ROC pengujian KNN pada dataset "bulanan" 

 

 
Gambar 22. Kurva ROC pengujian ANN pada dataset "bulanan" 

Pada pengujian ANN, kurva ROC yang dihasilkan 

menunjukkan nilai rata-rata AUC 0.97 dengan simpangan 

sebesar ± 0.03 (Gambar 22). Pada fold keempat, AUC 

menunjukkan nilai terendah (0.91) yang mengakibatkan 

simpangan (standar deviasi) nilai rata-rata AUC menjadi ± 

0.03. Nilai AUC yang rendah pada fold keempat disebabkan 
oleh nilai false positive yang tinggi, akibat error dalam 

mengklasifikasikan Zona Merah. Walaupun memiliki 

simpangan ± 0.03, model ANN akan memberikan performa 

yang baik sebab memiliki nilai true positive yang tinggi. 

Kurva ROC dalam pengujian dataset “bulanan” 

menunjukkan bahwa RF (0.99) memiliki nilai AUC paling 

baik dibandingkan dengan SVM (0.97 ± 0.01), KNN (0.97 ± 

0.01) dan ANN (0.97 ± 0.03). Hal unik terjadi pada kurva 

ROC ANN dengan simpangan AUC sebesar ± 0.03, yang 

menyebabkan nilai rata-rata AUC dari kurva ROC ANN 

tidak lebih baik daripada SVM dan KNN. 

E. Evaluasi Bias dan Variansi 

Evaluasi bias dan variansi dilakukan terhadap pengujian 

dataset “mingguan” dan dataset “bulanan”. Rincian bias dan 

variansi ditampilkan pada Tabel VII dan Tabel VIII. 

TABEL VII  

BIAS DAN VARIANSI MACHINE LEARNING DATASET 

"MINGGUAN" 

 SVM RF KNN ANN 

Akurasi 
Training % 

96.95 96.95 98.89 99.76 

Akurasi 
Testing % 

97.55 97.73 98.96 99.90 

Bias % 3.05 3.05 1.11 0.24 

Variansi % 0.6 0.08 0.07 0.14 

Hasil undefitting undefitting low bias 
low 
variance 

low bias 
low 
variance 

 

TABEL VIII  

BIAS DAN VARIANSI MACHINE LEARNING DATASET "BULANAN" 

 SVM RF KNN ANN 

Akurasi 
Training % 

94.83 99.26 98.25 99.01 

Akurasi 
Testing % 

94.05 99.49 98.19 99.28 

Bias % 5.17 0.74 1.75 0.99 

Variansi % 0.78 0.23 0.06 0.27 

Hasil undefitting low bias 
low 

variance 

low bias 
low 

variance 

low bias 
low 

variance 

 

Berdasarkan hasil evaluasi bias dan variansi, KNN dan 
ANN memiliki performa yang baik (low bias low variance) 

pada dataset “mingguan” dan dataset “bulanan”. ANN 

menunjukkan hasil bias dan variansi di bawah 0.25% pada 

dataset  “mingguan”. Hal ini sejalan dengan hasil akurasi di 

atas 99% (tertinggi dibandingkan SVM, RF dan KNN) yang 

ditunjukkannya pada saat training dan testing. RF memiliki 

hasil bias dan variansi di bawah 0.75% pada dataset  

“bulanan”. Hal ini sejalan dengan hasil akurasi di atas 99% 

(terbaik dibandingkan SVM, KNN dan ANN) dan nilai 

AUC 0.99 yang ditunjukkannya. 

  

V. KESIMPULAN 

Deteksi dini terhadap anggota yang menunjukkan ciri-ciri 

akan mengundurkan diri pada sebuah pusat kebugaran 

berhasil dilakukan menggunakan metode Support Vector 

Machine (SVM), Random Forest (RF), K-Nearest Neighbor 

(KNN) dan Artificial Neural Network (ANN) pada dataset 

“mingguan” dan “bulanan”, dengan hasil berupa klasifikasi 

yang terbagi ke dalam tiga zona yaitu Zona Hijau, Zona 

Kuning dan Zona Merah. Klasifikasi ditentukan berdasarkan 

frekuensi kehadiran, pencapaian anggota, serta biaya yang 

dibebankan sebagai deteksi dini untuk menentukan langkah 

yang harus diambil manajer dan pelatih industri kebugaran 
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terhadap anggota pusat kebugaran. Jika dibandingkan 

dengan ketiga metode lainnya, hasil pengujian metode ANN 

pada dataset “mingguan” menunjukkan tingkat akurasi 

tinggi (99.90%), memiliki nilai true positive yang tinggi, 

serta memiliki nilai bias (0.24%) dan variansi (0.11%) yang 

kecil, sehingga anggota klub kebugaran berhasil 
diklasifikasikan ke dalam tiga zona dengan error rate yang 

rendah (error rate tertinggi terdapat pada klasifikasi Zona 

Merah sebesar 5.20%). 
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